
第 7 期
2025 年7 月

电 子 学 报
ACTA ELECTRONICA SINICA

Vol. 53    No.7
Jul.    2025

基于EIMYOLO的高分遥感图像目标检测

曹 峰 1，曾科文 1，李德玉 1，罗喜召 2，陶重犇 3

（1. 山西大学计算机与信息技术学院，山西太原 030006；2. 苏州大学计算机科学与技术学院，江苏苏州 215006；
3. 苏州科技大学电子与信息工程学院，江苏苏州 215009）

摘　要：　高分遥感图像目标检测是遥感信息智能化处理的研究热点，具有广泛的应用背景和重要的应用价值 .
相比于自然图像，高分遥感图像目标检测面临目标朝向任意、尺度变化大、背景复杂易受干扰以及排列密集度高等诸

多难点 . 为了进一步提升高分遥感图像目标检测算法的性能，本文从特征融合与特征增强的角度出发，以YOLO11为

基准算法提出一种旋转框遥感图像目标检测算法EIMYOLO，并设计了边缘特征增强、多尺度特征增强提取器和多尺

度注意力机制动态融合3个即插即用的模块 . 边缘特征增强模块通过提取目标的边缘特征，提高了算法对旋转目标的

方向敏感度以及复杂背景下的特征提取能力 . 多尺度特征增强提取器和多尺度注意力机制动态融合模块，分别从层

内特征增强及层间特征融合角度出发，提高了算法对密集目标和细长目标的检测能力 . 为了验证本文算法的性能，在

公共遥感数据集 HRSC2016和 DIOR-R上进行了实验 . 结果表明，所提算法的平均检测准精度分别达到了 90.80% 和

72.40%，优于基准算法和对比算法 .
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Abstract:　Object detection for high-resolution remote sensing images has become a key research area in intelligent 
remote sensing information processing, with extensive application scenarios and significant practical value. Unlike natural 
images, remote sensing images present unique challenges such as arbitrary object orientations, multi-scale variations, com⁃
plex backgrounds, and densely arranged targets. To further improve the performance of high-resolution remote sensing im⁃
age object detection, this paper proposes EIMYOLO, a novel rotated object detection algorithm based on YOLOv11, which 
incorporates innovative feature fusion and enhancement strategies. The proposed method integrates three plug-and-play 
modules designed to enhance feature representation and fusion. First, the Edge Feature Reinforcement Block improves ori⁃
entation sensitivity and feature discriminability by extracting fine-grained edge information, especially in complex scenes. 
Second, the Interlayer Feature Enhancement Extractor boosts intralayer feature representation, particularly benefiting the de⁃
tection of dense and elongated objects. Third, the Multi-Scale Attention Dynamic Fusion enhances inter-layer feature inte⁃
gration through adaptive attention mechanisms. Extensive experiments conducted on two benchmark datasets, HRSC2016 
and DIOR-R, demonstrate the effectiveness of our approach, achieving state-of-the-art mean Average Precision (mAP) 
scores of 90.80% and 72.40%, respectively. These results confirm the superior performance of EIMYOLO over existing 
baseline and comparative methods.

Key words:　 high-resolution remote sensing images; deep learning; feature fusion; feature enhancement; attention 
mechanism
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1　引言

高分遥感图像目标检测旨在从高分遥感图像中识

别和定位各种目标，是计算机视觉领域的一项关键任

务，已广泛应用于环境保护、城市规划、农业管理和灾

害监测等领域［1］. 随着深度学习技术的兴起，基于深度

神经网络的目标检测算法在高分遥感图像目标检测领

域取得了显著进展，极大地提高了高分遥感图像目标

检测和识别的精度和效率［2］. 然而，相较于自然图像，

遥感图像中的检测目标具有角度不定、类别多样、尺度

多变、背景复杂以及排列密集等诸多特点，使得遥感图

像目标检测任务尤为困难 . 而角度不定，即检测目标往

往都是倾斜的，是遥感图像中检测目标的共性特点 . 对

于倾斜目标，尤其当目标的长宽比例差别较大时，传统

的水平框检测算法容易引入更多的背景噪声，从而影响

目标检测的精度 . 旋转框目标检测算法在水平框目标检

测的基础上增加了目标的方向信息，能够更精确地定位

和分离目标，已成为遥感图像目标检测算法的主流 .
在过去的研究中，研究者提出了多种基于深度学

习的旋转框（Oriented Bounding Box，OBB）目标检测算

法 . 依据旋转框的实现方式，这些算法可以分为两大

类 . 第一类是基于感兴趣区域以及预设锚框的旋转框

检测算法 . 如 ROI Transformer［3］通过 Transformer 架构

改进感兴趣区域（Region of Interest，ROI）操作，利用自

注意力机制动态捕捉全局上下文信息，构建有监督的

旋转感兴趣区域学习器，从而实现高精度的旋转框目

标检测 . S2ANet［4］提出特征对准模块（Feature Align⁃
ment Module，FAM），以全卷积方式实现特征对齐，并结

合启发式锚框设计，将水平锚细化为旋转锚，提升了检

测中的定位精度与召回率 . Oriented R-CNN［5］通过引入

旋转 RoIAlign 和旋转框回归头，有效建模目标方向信

息，实现对任意角度目标的精确检测 . 第二类是基于含

有旋转特征的损失函数实现的旋转框检测算法 . 如

YOLO11-obb 基于 YOLO11 的骨干以及颈部网络，将检

测头中的损失函数在CIoU基础上添加了ProbIoU，实现

了实时旋转框目标检测 . 以上算法主要通过设计预设

锚框或在损失函数中添加角度因素，实现对倾斜目标

的检测，而未考虑倾斜目标特征的分布特性 . 由于倾斜

目标的方向敏感性主要体现在边缘特征上，若边缘信

息丢失或模糊，算法就难以正确推断目标的方向，因此

如何有效地提取边缘特征是遥感图像目标检测算法面

临的一个难题 .
此外，遥感图像中待检测目标具有的诸多特点往

往会导致检测算法难以充分提取目标的特征，这是遥

感图像目标检测算法面临的另一个难题 . 针对此问题，

一些算法从特征融合的角度出发，将特征金字塔 FPN
（Feature Pyramid Network）［6］及其变体 BiFPN［7］以及注

意力机制引入目标检测算法，有效提取图像的多尺度

特征 . GLFE-YOLOX［8］通过改进空间金字塔池化和跨

阶段部分（Cross Stage Partial，CSP）连接层，使得特征金

字塔网络更适合于提取融合特征和执行小目标检测任

务 . FFCA-YOLO［9］在 BiFPN 的基础上加入了通道重加

权拼接（Channel Reweight Concat，CRC）策略，对深层特

征和浅层特征分配不同的权重，加强了多尺度融合的

能力 . 同时，一些研究者发现注意力机制能够有效地聚

焦与筛选检测目标的关键特征，因此加入注意力机制

也成为一种优化特征提取的方式 . CBAM（Convolu⁃
tional Block Attention Module）［10］将通道注意力机制和

空间注意力机制融合，能够在不同维度上捕获特征之

间的相关性，从而增强小目标和复杂场景下目标的检

测能力 . BiFormer［11］利用双向路由注意力机制来构建

金字塔网络架构，实现了动态稀疏注意力机制，使模型

可以更好地捕捉细粒度和粗粒度的特征信息 . 以上算

法虽然在一定程度上增强了模型的特征提取能力，但

由于深层与浅层特征之间存在语义信息和空间信息不

匹配的问题［12］，直接融合可能由于比重分配不合理导

致有用的细节信息丢失，进而影响检测的效果［13］.
本文的动机是设计一种面向遥感图像的具有高精

度和高实时性的目标检测算法 . YOLO作为一种经典的

单阶段目标检测算法，因其在检测速度和精度方面的

良好表现，已在工业界得到广泛的应用 . 本文以

YOLO11-obb 作为基线算法，从边缘特征提取、多尺度

特征增强和动态特征融合的角度出发，提出了更适用

于高分遥感图像目标检测的EIMYOLO算法 . 本文的主

要创新点如下 .
（1）提出了边缘特征增强模块（Edge Feature Rein⁃

forcement Block，EFRB），通过 Sobel 卷积提取检测目标

的边缘特征，并采用双分支结构整合检测目标的边缘

特征与空间特征，增强算法对旋转目标的方向敏感度

以及复杂背景下的特征提取能力 .
（2）提出了层内多尺度特征增强提取器（Interlayer 

Feature Enhancement Extractor，IFEE），专注于层内多尺

度特征融合，通过空洞卷积获取不同大小感受野的特

征，并将其与原始特征融合，使算法能够捕捉层内的细

粒度特征，增强密集目标的特征表达能力 .
（3）提出了层间多尺度注意力动态融合（Multi-

Scale Attention Dynamic Fusion，MSADF）模块，将层间不
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同尺度特征图加权融合，并经过广域注意力增强

（Broad-Scope Attention Enhancement，BSAE）模块，动态

调整特征的权重，优化特征融合的效果 . BSAE 能够实

现长距离特征与局部特征的互补，提高算法对细长目

标检测的准确率 .
2　相关工作

2. 1　遥感图像目标检测算法

当前的目标检测算法主要包括单阶段检测算

法［14~16］和两阶段检测算法［17，18］两大类 . 针对遥感图像

的实时性要求，单阶段检测算法凭借较高的检测精度

和检测速度备受关注 . YOLO和DETR作为最具代表性

的单阶段检测算法，拥有优越的检测性能和解决实时

性挑战的潜力 . 鉴于遥感图像的复杂性以及对实时性

的要求，基于YOLO和DETR的遥感图像目标检测算法

需要对原有算法进行进一步的优化和改进 . Wu等人［19］

基于 YOLOv8 引入轻量级卷积（Squeeze-and-Excitation 
Convolution，SEConv）代替标准卷积，减少了网络的参数

计数，还集成了针对微小物体检测的专用预测头，增强

了对于小目标的检测性能 . Cao等人［20］将 transformer集
成到YOLOv5的 backbone中来提高检测精度，并在检测

头中添加 CSL 技术，实现了高分辨率旋转框遥感检测

算法 . Chen 等人［21］基于 Deformable DETR（DEtection 
TRansformer）引入了三向自适应特征融合金字塔网络，

通过残差连接集成不同输入尺度的可变形编码器，增

强了遥感语义信息的提取能力 . Wang 等人［22］在 DETR
中加入级联组注意力，并提出了用于尺度内特征交互

的基于级联分组注意力的尺度内特征交互（Cascaded 
Group Attention-based Intra-scale Feature Interaction，
CGA-IFI）模块，增强了跨尺度特征交互能力 . 同时，为

应对密集目标检测时出现的预测框重叠问题，研究者

提出一系列旋转框遥感图像检测算法［23~27］，通过引入

角度参数，改进损失函数让预测框更紧密地贴合目标

轮廓，大幅减少背景区域的干扰，从而提高了目标检测

的精度 .
以上算法对于遥感图像的多尺度特征以及上下文

特征提取欠考虑，因此在面对背景复杂以及尺度差异

大的目标时，检测效果仍不理想 . 本文通过相应模块设

计及架构优化，有效提升了算法对复杂特征的提取能

力，并通过边缘增强来提升算法的方向敏感性，进一步

提高旋转目标的检测能力 .
2. 2　特征融合与注意力机制

特征融合通过整合遥感图像不同尺度、层次和来

源的特征，强化特征表达的能力［28］. 特征金字塔提供

了多尺度特征融合的思路，该方法通过将具有更好

语义信息的深层特征与更好位置信息的浅层特征结

合，增强模型对多尺度特征的提取能力 . 受其启发，后

续 NAS-FPN［29］、BIFPN、RepGFPN［30］、MAFPN［31］被相继

提出，在相应的下游目标检测任务中取得了较好的检

测效果，同时为特征融合提供了新的思路 . Liu等人［32］

利用不同膨胀率的Atrous［33］卷积细化多尺度信息，提高

了模型捕获关键信息的能力 . Liu等人［34］提出了一种基

于二阶统计量的加权策略，通过自上而下的特征聚合

方式将多层次特征融合在一起，确保特征在不同场景

下仍拥有较强的区分能力 . 除此之外，一些研究者利用

注意力机制能够聚焦重要特征以及融合上下文信息的

能力，提升模型的性能，如 Xie等人［35］提出了注意力特

征融合（Attention Feature Fusion，AFF）模块，指导高级

特征映射学习低级特征所需要的特征，利用空间通道

注意力机制学习相应权重，减少了层间特征冲突带来

的影响 . 喻九阳等人［36］利用 Transformer 架构，设计了

基于深度可分离卷积的局部空间特性强化的前馈网

络，为模型提供了强大的全局感知能力 . GAM［37］和
CBAM串行地融合通道注意力机制与空间注意力机制，

使得局部注意力得到增强 .
面对复杂的遥感图像，当前目标检测算法的特征

表达能力仍有待进一步加强 . 本文受上述特征融合方

法启发，从层内和层间两个角度进行了特征融合 . 对于

单层特征图，融合不同膨胀率空洞卷积获取的层内多

感受野特征，增强细粒度特征的提取 . 对于多层特征

图，通过融合注意力机制，为不同分辨率的特征图动态

分配权重，避免将其直接融合导致语义鸿沟问题 .
3　本文算法

本文选用YOLO11-obb作为基准框架，相比其他主

流目标检测算法，它作为单阶段目标检测算法有着优

异的检测速度，并且对于检测任务中的小目标有较优

的特征提取能力 . YOLO11-obb在 YOLO11的基础上提

出了OBB检测头，该检测头通过引入ProbIoU［38］损失函

数优化了旋转框检测任务的性能 .
尽管YOLO11在目标检测领域有着较好的性能，但

针对复杂的高分遥感图像，仍存在一些漏检和误检问

题 . 为了进一步提升高分遥感图像目标检测的精度，本

文从多尺度特征提取角度出发，对YOLO11-obb算法进

行了改进，提出了EIMYOLO高分遥感目标检测算法 . 该

算法在 YOLO11-obb 的 Backbone 中增加了一个边缘特

征增强模块EFRB，它利用Sobel算子得到增强的边缘特

征，并与原始提取的空间特征结合，提高了骨干网络的

边界域感知能力 . 为了充分利用骨干网络提取的特征，

在 YOLO11-obb的 Neck中增加了多尺度特征增强提取

器 IFEE 和多尺度注意力机制动态融合模块 MSADF.
IFEE利用空洞卷积进行层内特征增强，MSADF则将局
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部注意力与全局注意力结合嵌入特征融合，提高了网络

的特征表达能力 . 本文算法的结构如图1所示 .
3. 1　边缘增强模块EFRB

基于卷积神经网络的目标检测算法是当前的主

流，但卷积以及池化操作自身的特点，导致该类算法的

特征提取方式更着重于图像的中心特征，而边缘区域

的像素则被较少的卷积核覆盖，故造成了边缘信息的

丢失 . 遥感图像中待检测目标背景复杂，边缘信息能够

有效提取遥感图像中目标的结构信息，从而提高检测

的精度 . 受此启发，本文提出了边缘特征增强模块

EFRB，其结构如图2所示 .

EFRB 模块将输入图像分为两条路径处理 . 一

条路径利用 Sobel 算子提取图像的边缘信息，通过水

平及垂直方向上两个 3 × 3的卷积核 SobelConvx，SobelConvy
如公式（1），得到每个像素点在水平和垂直方向上

的梯度幅度，根据梯度幅度变化计算出边缘强度和

方向 . 此外，Sobel 卷积减少了图像中的噪声，且其

卷积核对称，中心卷积核设置为 0，确保了在计算

梯度时不会改变图像的总亮度 . 另一条路径则保留

图像原始特征，以维持丰富的空间信息 . 将这两个分

支的输出特征进行融合，得到联合特征信息，有效结

合了边缘特征与空间信息，增强了图像的细节和轮

廓，提高了目标检测和类别判断的准确性 .

图2　SobelConv、EFRB、C3K2EFRB结构图

图1　EIMYOLO总体结构图
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（1）
两个分支的权重分别为 W1和 W2，如式（2）和式（3）

所示，Y为EFRB模块输出的特征，如式（4）所示：

W1 = f 3 ´ 3
conv [SobelConvx( X ) + SobelConvy( X ) ] （2）

W2 = f 3 ´ 3
conv {BN [ fact( X ) ]} （3）

Y = f 1 ´ 1
conv { f 3 ´ 3

conv [Concat (W1   W2 ) ]} + f 1 ´ 1
conv ( X ) （4）

其中， f 1 ´ 1
conv f

3 ´ 3
conv 分别代表卷积核为 1×1、3×3 的标准卷

积操作，fact 是激活函数，此处使用的是 SiLu，BN 是

Batch Normalization 层，Concat与+分别是通道维度特征

图连接和逐元素相加操作 .
EFRB模块旨在保留图像原始特征的同时，通过增

强边缘信息，提升算法对图像细节的捕捉能力 . 它不仅

凸显了图像中的轮廓和边界，还确保了上下文信息、目

标坐标等关键元素的完整性，使算法能够更全面、精确

地理解图像内容 . 本文使用EFRB替换YOLO11-obb原

始 C3K2中的 Bottleneck 部分，生成 C3K2EFRB 模块，利

用增强的边缘特征能够更好地提高算法的方向敏感

度，对旋转目标更友好 .
3. 2　层内多尺度特征增强提取器 IFEE

跨层融合主要在不同分辨率的特征图上进行全局

特征交互，可能在细微特征提取上存在不足 . 例如，在

一张大目标被小目标包围的高分遥感图像中，跨层融

合会因为上采样和下采样操作导致微小目标特征的丢

失 . 相比之下，同一分辨率的特征融合保持了空间的一

致性，从更细粒度的角度出发，更有效地捕捉细微特

征 . 因其避免了跨层融合中的上采样和下采样过程，从

而减少了信息丢失的风险 . 因此，本文提出了层内特征

增强提取器 IFEE，如图 3所示，通过对同一分辨率下的

特征进行融合，增强对细微特征的提取和分析能力 .

IFEE 模块接收输入特征后，首先将其依次通过膨

胀率分别为 1、3、5 的空洞卷积层，生成 3 个特征图：基

础感受野特征图 F1、宽感受野特征图 F2和超宽感受野

特征图 F3. 串行的空洞卷积操作不仅保持了特征图的

原始分辨率，还有效地捕获了不同尺度的感受野，确保

每一层特征图都能够完整地接收前一层传递的所有信

息，最大限度地减少有效特征的丢失 . 随后，这 3 个多

尺度感受野特征图与原始特征图在通道维度上进行融

合，以增强特征的表达能力 . 本文将 IFEE 模块集成在

Backbone 网络输出的 3 层不同尺度下采样特征图 P3、
P4、P5之后（如图 1的颈部结构），这一设计为传入 Neck
网络的部分提供了局部特征的增强，并与后续的跨层

多尺度特征融合操作相结合，有效提升了算法在短距

离和长距离特征提取方面的能力 . IFEE模块从输入到

输出的计算过程可以用式（5）~式（8）表示：

F1 =AtrousConv1[ f 3 ´ 3
conv ( X ) ] （5）

F2 =AtrousConv3(F1 ) （6）
F3 =AtrousConv5(F2 ) （7）

Y = f 1 ´ 1
conv {Concat [ f 1 ´ 1

conv ( X ) + F1 + F2 + F3 ]} （8）
其中，AtrousConv1、AtrousConv3、AtrousConv5 分别表

示膨胀率为 1、3、5的空洞卷积，f 1 ´ 1
conv f

3 ´ 3
conv 表示卷积核为

1 × 1和 3 × 3的标准卷积，Y表示将原始特征图与多尺

度感受野特征图沿通道维度堆叠的特征图 .
3. 3　多尺度注意力机制动态融合模块MSADF

在 YOLO11 的特征融合部分以及一些改进的 FPN
结构中，针对不同分辨率的特征图，经过上下采样操作

之后直接融合作为输出 . 虽然直接融合不同尺度特征

图，能够实现语义和位置信息的初步交互，但简单的融

合方式可能造成语义鸿沟问题，即包含更抽象语义信

息的深层特征与包含更多细节信息的浅层特征具有语

义差异，导致信息融合不充分 . 因此，本文采用加权策

略解决不同分辨率的特征融合问题，提出了多尺度注

意力机制动态融合模块 MSADF，如图 4 所示 . MSADF
将全局注意力机制与局部注意力机制结合，为跨尺度

特征融合动态分配权重 .

由图 4 可知，深层（Deep Level）与浅层（Low Level）
特征图首先被送入一个名为广域注意力增强（Broad-

Scope Attention Enhancement，BSAE）模块的子模块，如

图 5所示 . BSAE模块包含局部注意力和全局注意力这

图3　IFEE模块结构图

图4　MSADF模块结构图
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两个并行的注意力分支，分别负责进行局部特征 FLocal
和全局特征FGlobal的提取 . BSAE模块可以用式（9）形式

化表示：

Fout = FLocal + FGlobal （9）
全局注意力分支采用了自注意力机制，首先通过

深度可分离卷积得到维度为W × H × C的权重矩阵，Q、

K和V如式（10）所示：

QKV =DWConv 3 ´ 3( X ) （10）
其中，X代表输入特征，DWConv 3 ´ 3代表卷积核为 3×
3的深度可分离卷积 .

然后，利用权重矩阵Q、K和V，计算出注意力得分，

如式（11）所示，并通过 1 × 1的卷积调整通道数，从而获

得包含全局信息的特征图，如式（12）所示：

Attention (QKV ) =
exp ( )QK T

dk

∑
i

exp i( )QK T

dk

V （11）

FGlobal = f 1 ´ 1
conv [Attention (QKV ) ] + X （12）

其中，Attention(·)代表选择的注意力机制，dk代表 K 的

维度 .
局部注意力分支首先通过通道维度的混洗操作，

对输入特征图进行分组，并对每组特征执行卷积操作 .
这一过程不仅增强了不同通道之间的信息交互，还进

一步提升了特征的表达能力 . 然后，利用全局平均池化

和全局最大池化来聚合空间信息，并通过 1 × 1的标准

卷积进行降维和升维操作 . 最后，通过 Softmax 激活函

数对权重进行归一化，得到富含局部注意力的特征图，

如式（13）所示：
FLocal=

exp{ }f 1´1
conv[ ]Avg ( )Shufftle(X )Max ( )Shufftle(X )

∑
i

exp{ }f 1´1
conv[ ]Avg ( )Shufftle(X )Max ( )Shufftle(X )

i

（13）
其中，Avg(·)和Max(·)分别代表全局平均池化和全局最

大池化，Shufftle(·)表示通道混洗操作 .
在特征动态融合阶段，将经过BSAE模块得到的丰

富特征信息传入权重分配器，为浅层与深层特征图分

配相应权重 . 本文选择了通道注意力机制CA进行动态

权重计算，通过为深层与浅层特征图分配互补的权重

值，实现多尺度加权融合 . MSADF 模块的主要流程可

以用式（14）~式（16）表示：

F = XLow + XDeep （14）
W =Attention [BSAE (F ) + F ] （15）

Y = f 1 ´ 1
conv [W ´ XLow + (1 -W ) ´ XDeep + F ] （16）

其中，XLow 和 XDeep 分别表示浅层与深层特征，BSAE(·)

表示使用该模块处理，W和Y分别表示权重值和输出 .
本文的模型架构中，MSADF 模块集成在检测头之

前，该模块在传入检测头前，先将来自 IFEE的特征与深

层特征进行多尺度融合，不仅实现了层内特征的整合，

还有效融合了跨层级的特征，形成了互补的信息流 . 通

过这种策略，模型能够同时捕获局部细节和全局上下

文信息，增强特征的表达能力 . 这种细致的特征融合不

仅提升了模型对小目标的检测精度，也提高了对复杂

场景中大目标的识别能力 .
4　实验

4. 1　数据集

4. 1. 1　HRSC2016数据集

HRSC2016数据集［39］由西北工业大学在 2016年发

布，所有图像提取自Google Earth中的6个重要港口 . 该

数据集总共包含 1 061 张图像以及 3 大类、27 小类共

2 976 个实例 . 这些实例使用旋转的边界框进行标注，

可以进行旋转框目标检测算法的验证 . 图像尺寸从

300 像素 × 300像素到1 500像素 × 900像素不等 . 本文

中训练集、验证集、测试集分别包含436、181、444幅图像 .
4. 1. 2　DIOR-R数据集

DIOR 数据集是一个专门用于光学遥感图像目标

检测的大规模基准数据集，由西北工业大学于 2022年

发布，DIOR-R［40］在其基础上进行了旋转框标注，它包

含 23 463幅图像和 192 472个实例，涵盖了 20个不同的

对象类别，包括飞机（AP）、机场（AT）、棒球场（BF）、篮

图5　BSAE模块结构图
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球场（BC）、桥梁（BD）、烟囱（CM）、水坝（DAM）、高速公

路服务区（ESA）、高速公路收费站（ETS）、港口（HB）、高

尔夫球场（GF）、地面跑道（GTF），立交桥（OP）、船舶

（SH）、体育场（STA）、储罐（STO）、网球场（TC）、火车站

（TS）、车辆（VE）、风车（WM）. 每幅图像被固定为800像

素 × 800像素 . 本文在实验时严格遵循发布方设置，将

该数据集划分为训练集、验证集、测试集 3 个数据集 .
训练集与验证集分别包含 5 832 和 5 863 张图像，一共

涉及 68 073个实例对象，测试集包含 11 738张图像，涉

及124 445个实例对象 .
4. 2　评价指标

本文使用 mean Average Precision（mAP）作为主要

的精度指标，mAP的公式如下所示：

P =
TP

TP + FP
（17）

R =
TP

TP + FN
（18）

AP = ∫
0

1

P ( )R dR （19）
mAP =

1
N∑

i = 1

N

AP i （20）
其中，P和 R代表了查准率和查全率，TP（True Positive）
表示实际是正样本分类预测为正样本的数目；FP
（False Positive）表示实际是负样本分类预测为正样本

的数目；FN（False Negative）表示实际是正样本分类预

测为负样本的数目；AP表示某一类别的检测精度；N代

表类别数 . 同时使用指标 FPS（Frames Per Second）表示

每秒可以处理的图片数量，用于评价算法的检测速度；

使用 FLOPS（Floating Point Operations Per Second）表示

每秒可以处理的浮点操作，用于衡量算法在推理及训

练时的计算性能；使用 Params（Parameters）表示模型的

参数量，用于评价模型的复杂度 .
4. 3　参数设置

本文实验使用的操作系统为 Ubuntu20.04，计算平

台为 CUDA12.2，训练环境为 PyTorch2.2.1. 所有实验在

NVIDIA GeForce RTX 4090上训练，显存为 24 GB. 实验

统一使用Adam［41］优化器优化算法参数 . 初始学习率设

置为 0.001，最小学习率为 0.000 1，训练 IoU阈值设置为

0.7，动量与权重衰减分别设置为 0.937与 0.000 5，训练

epoch设置为 400，早停条件设置为 50，即 50个 epoch中

算法没有明显提升时停止训练 .
4. 4　对比试验

4. 4. 1　HRSC2016数据集对比分析

为了验证本文算法在背景复杂、噪声干扰和特征

模糊等情况下目标检测的有效性，在HRSC2016数据集

上进行了对比试验，与一些最先进的目标检测算法

Gliding Vertex［42］、R3Det［43］、AOPG［44］、CPMFNET、YO⁃

LOv8-obb、ReDet［45］、SARFA-Net［46］、AFDR-Det［47］和

MRPENet［48］进行了性能对比 . 同时，本文对YOLOv9和

YOLOv10 算法进行了改进，使其适用于角度不定目标

的检测，也作为对比算法 . 改进的算法命名为YOLOv9-

obb和YOLOv10-obb. 实验对比结果如表1所示 .
由表 1 可知，本文算法的 mAP 达到了 90.8%，优于

所有对比算法 . 与 YOLOv8-obb、YOLOv9-obb 和 YO⁃
LOv10-obb算法相比，本文算法的mAP分别提升了 4.7、
2.5 和 1.5个百分点 . 由此可知，尽管YOLO系列算法在

通用目标检测领域表现出色，但在遥感图像目标检测

任务中仍存在一定的局限性 . 而本文算法有效提高了

遥感图像目标检测的精度，特别是 IFEE模块的层内特

征融合与MSADF模块层间特征融合的互补策略，使得

所提算法能够在复杂的特征中提取到关键信息 . 本文

算法的 FLOPS为 30.1 × 109，略高于YOLOv8-obb和YO⁃
LOv10-obb算法，远低于RoI Trans、Oriented R-CNN、Re⁃
Det、AFDR-Det 和 CPMFNet 等算法 .FPS 为 150.2，虽略

低于YOLO系列算法，但明显优于对比方法中的两阶段

检测方法，可以较好地满足实时目标检测的要求 .
Params相比于YOLO系列算法分别减少 0.2 × 106、2.6 × 
106、1.2 × 106，而对比于其余算法，轻量优势尤为明显 .
可以看出，本文算法在拥有YOLO算法轻量化优势的同

时，保持着较高的检测精度 .
为了进一步说明本文算法的检测效果，选择了

HRSC2016 数据集中具有较高检测难度的 4 类检测目

标，与基线检测算法YOLO11s进行了对比，部分对比结

果如图 6 所示 . 可以看出，对于有噪声干扰的船舶图

像，本文算法忽略了水流等噪声因素的影响，精确定位

目标本身，精度远高于基线 59%. 针对方向不定的船只

图像，本文算法优化了背景相似导致的误检，以及角度

差异大导致的漏检问题 . 对于背景复杂的港口图像，基

线算法受到背景更大程度的干扰，导致检测率只有

44%，而本文算法检测率提升了 45%. 面对特征非常相

似的码头与船只模糊图像，本文算法较基线精度提升

3%，且不存在误检 .
4. 4. 2　DIOR-R数据集对比分析

为了验证本文算法检测密集排列、尺度多变和类

别多样目标的有效性，在 DIOR-R 数据集上，与 Faster 
RCNN、RoI Trans、DODet［49］、PIIDet［50］等算法进行了对

比，对比结果如表2所示 .
从单个类别上与其他算法对比，本文算法在小目

标类别船舶（SH）和车辆（VE）上的 mAP 分别达到了

93.4% 和 62.2%，远远优于大多数对比算法，证明了本

文算法具有较优的小目标检测能力 . 此外，本文算法在

宽高比例差距较大的类别，如桥梁（BD）、烟囱（CM）和

立交桥（OP）上的精度分别为 53.5%、81.5%和 64.2%，优
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于大部分对比算法 . 主要原因是本文算法提出的

MSADF模块，具有较好地捕捉细长目标长距离特征，同

时增强其局部特征的能力 . 针对复杂背景类别，本文算

法在篮球场（BC）和港口（HB）这类包含大量重叠目标

的类别上取得了 90.7% 和 62.7% 的最好结果 . 本文与

其他版本的改进 YOLO 算法如 YOLOv8-obb、YOLOv9-

obb以及YOLOv10-obb的检测效果进行了对比 . 实验结

果表明，本文算法在大部分类别上的检测效果表现更

佳，甚至在水坝（DAM）类别上比对比算法分别高约

18.9、5.0和 7.4个百分点 . 而对于较难检测的细长目标

飞机场（AT）和火车站（TS），本文算法分别优于 YO⁃
LOv10-obb 4.7个百分点和 8.6个百分点 . 由于该数据集

中不同类别实例数量以及尺寸差异较大，本文算法虽

然在一些类别上的精度低于部分算法，但在多数类别

上取得了最好的效果，且所有类别平均精度 mAP 达到

了72.40%，高于所有对比算法 .
DIOR-R 数据集的可视化检测结果如图 7 所示，该

图展示了 20个类别的检测结果 . 由图 7可以看出，本文

算法能够较好地检测各类目标，如网球场和篮球场等

类间相似度高的目标，水坝、飞机场、火车站等细长目

标，以及船只和码头等密集重叠的目标 . 由此可见，本

文算法对于复杂且类别多样的遥感图像，仍具有出色

的目标检测效果 .
4. 4. 3　与重量级基线算法的对比分析

为了进一步验证算法的性能，本文与基线算法的

重量模型 YOLO11m 进行了对比实验，结果如表 3 所

示 . 在HRSC2016数据上，本文算法在 FLOPS和 Params
方面显著低于YOLO11m，FPS大幅提升，且mAP提高了

0.8个百分点 . 在DIOR-R数据集上，本文算法的计算量

和参数量同样低于 YOLO11m，FPS 提升了 107.8，平均

精度也提高了 0.2 个百分点 . 本文算法基于轻量模型

YOLO11s进行改进，通过引入所提出的创新模块，在计

算量和参数量方面进行了合理优化与调整，实验结果

表明，改进后的算法在保持较低计算复杂度的同时，提

升了目标检测的性能 . 因此，在实时目标检测任务中，

表现出更强的适应性和更高的效率，能够更好地满足

实际应用中对实时性和准确性的双重需求 .
4. 5　消融实验

为了验证本文设计的各个模块的有效性，分别

在 HRSC2016 和 DIOR-R 数据集上进行了消融实验，

实验结果见表 4. 在 HRSC2016 数据集上，基准算法

YOLO11s 的 mAP 为 88.1%，依次加入 C3K2EFRB、IFEE
和 MSADF 模块后，mAP分别提高了 0.7、1.6 和 2.7个百

表1　HRSC2016数据集不同算法实验结果对比表

方法

YOLOv8-obb
RoI Trans

Gliding Vertex
YOLOv9-obb

R3Det
YOLOv10-obb

AOPG
Oriented R-CNN

SARFA-Net
ReDet

AFDR-Det
MRPENet
CPMFNet

EIMYOLO(ours)

骨干网络

CSP-DarkNet
ResNet101
ResNet101

CSP-DarkNet
ResNet101

CSP-DarkNet
ResNet101
ResNet101
ResNet50

ReR50
ResNet50
ResNet50

ResNet50-FPN
CSP-DarkNet

FLOPS/109

29.4
225

240.2
33.4
—

27.5

—

211
198.1

80
235.7
—

218
30.1

FPS/(帧/秒)
275.7

5.88
15.0

265.3
12.8

240.2
12.4
21.3

5.8
—

—

13.9
24.3

150.2

Params/106

11.4
273

64.9
13.8
41.5
12.4
—

41.14
39.22
—

44.34
—

42.3
11.2

mAP/%
86.10
86.20
88.20
88.30
89.26
89.30
90.34
90.40
90.42
90.46
90.51
90.60
90.62
90.80

  (a) 原始图像 (b) YOLO11s    (c) EIMYOLO
图6　HRSC2016数据集的目标检测结果对比图
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分点 . 增加各个模块后，Params与 FLOPS仅少量上涨，

FPS虽然低于基准算法，但足以满足遥感图像检测的实

时性要求且准确性有一定程度的提高 . 在DIOR-R数据

集上，依次加入 C3K2EFRB、IFEE和 MSADF模块后，与

基准算法 YOLO11s 相比，mAP 分别提高了 0.4、1.2 和

2.1 个百分点 . 在计算量和参数量少量增加的情况下，

本文提出的模块同样有较好的精度提升效果，同时FPS
为185.6，仍满足实时目标检测要求 .
4. 6　注意力超参数对比实验

注意力机制是本文所提算法的一个重要的超参

数 . 在 MSADF 模块中，本文基于注意力机制构建增强

特征以及浅层和深层特征的多分支动态权重分配器 .
为了选择最优的注意力机制，本文进行了对比实验，实

验结果如表 5 所示 . 当未引入注意力机制对各分支权

重进行学习时，模型的 mAP 为 90.00%. 当引入像素注

意力机制 XA［51］和 EMA［52］时，mAP 分别提升至 90.08%
和 90.40%，但同时带来了较大的 FLOPS 增长 . 相比之

下，当引入空间注意力机制 SA［53］和通道注意力机制

CA［54］时，在计算量与参数量仅小幅增加的情况下，分

别将mAP提升至90.64%和90.80%. 综合精度提升与计

算效率，最终本文选择将通道注意力机制CA引入动态

权重分配器中 .
4. 7　热力图可视化对比分析

为了进一步验证本文模块对于骨干网络输入图像

的特征融合效果，从 2个数据集中选取具有识别难度的

图7　DIOR-R数据集的目标检测结果图

表2　DIOR-R数据集不同类别检测精度对比表 单位：%
方法

AP
AT
BF
BC
BD
CM

DAM
ESA
ETS
GF

GTF
HB
OP
SH

STA
STO
TC
TS
VE
WM
mAP

Faster RCNN
62.79
26.80
71.72
80.91
34.20
72.57
18.95
65.75
66.45
66.63
79.24
34.95
48.79
81.14
64.34
71.12
81.44
47.31
50.46
65.20
59.52

RoI Trans
63.34
37.88
71.78
87.53
40.68
72.60
26.68
68.09
78.71
68.97
82.74
47.71
55.61
81.21
78.23
70.26
81.61
54.86
43.27
65.52
63.87

DoDet
63.40
43.35
72.11
81.32
43.12
72.59
33.32
70.84
78.77
74.15
75.47
48.00
59.31
85.31
74.04
71.56
81.52
55.47
51.86
66.40
65.10

CPMFNet
71.75
46.19
78.81
90.03
45.01
78.19
34.53
78.83
69.27
76.58
83.29
45.59
58.91
81.09
79.81
69.88
88.98
59.42
48.58
65.91
67.58

YOLOv8
91.10
39.50
83.30
90.00
47.60
77.40
24.00
62.20
63.71
73.62
65.10
53.60
61.92
93.12
73.20
85.40
92.41
51.40
61.80
85.00
69.00

YOLOv9
85.40
53.50
75.90
88.11
42.10
76.08
37.90
63.61
54.70
79.71
68.41
58.90
60.41
91.81
65.50
76.81
89.42
71.60
68.32
81.47
69.32

PIIDet
79.77
43.78
80.04
90.03
47.95
80.26
32.16
86.77
77.67
78.46
82.10
45.16
58.99
89.49
66.14
78.94
89.95
64.82
62.88
71.65
70.35

YOLOv10
88.00
54.00
79.90
90.42
50.85
80.63
35.50
70.32
63.29
82.54
71.30
58.81
62.86
93.30
67.92
86.54
90.60
60.90
64.42
82.70
71.80

EIMYOLO(ours)
89.70
58.70
81.30
90.70
53.52
81.50
42.94
70.70
66.62
83.10
69.67
62.72
64.20
93.42
64.52
85.50
90.70
69.50
62.21
83.80
72.40
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密集、细长、微小以及背景复杂目标，进行了图像特征

热力图可视化对比实验，部分结果如图 8所示 . 可以看

出，对于具有密集船只目标的码头遥感图像，基线算法

YOLO11s面对密集目标时将更多注意力聚焦在码头等

环境因素上，而本文算法主要将关注区域放在目标本

身，对于更细微的密集船只内部也能够精准定位，避免

了无关因素的干扰 . 面对细长立交桥遥感图像，能更好

地捕捉到长距离连续特征，完整注重桥身关键特征，有

效解决了基线主要关注桥头区域从而导致的目标不完

整问题 . 面对微小飞机遥感图像，基线算法能预测目标

大致位置，而本文算法在更准确地捕捉飞机目标的同

时，连贯性更强，避免了目标漏检 . 针对复杂背景的港

口遥感图像，本文算法减少了港口背景噪声干扰，注意

力更好地覆盖所有待检测目标本身而不仅是船头，能

够更好定位目标整体 . 通过以上 4类热力图实验分析，

体现了本文算法具有更好的目标特征捕捉能力 .
5　结论

高分遥感图像的特殊性，导致传统图像目标检测

算法直接应用于高分遥感图像时，其检测的性能往往

难以令人满意 . 本文从特征融合与特征增强的角度出

发，提出了一种基于YOLO11改进的高分遥感图像旋转

框目标检测算法EIMYOLO. 首先，本文设计了EFRB模

块，并与C3K2相结合，形成了C3K2EFRB结构 . 该结构

在保留丰富空间信息的同时，强化了边缘信息的提取

能力，从而更好地捕捉旋转目标在方向多样性和复杂

背景场景下的特征 . 其次，提出了 IFEE模块，通过空洞

卷积提取并融合骨干网络中单层特征的不同感受野，

有效提升了算法对细微特征的捕捉能力，增强密集目

标的特征表达能力 . 此外，还引入了MSADF模块，该模

块将全局注意力与局部注意力融合用于动态调整特征

融合时的权重，在保持全局结构感知的基础上捕捉关

键的局部细节信息，实现长距离特征与局部特征的互

补 . 本文算法为进一步提高具有挑战性的高分遥感图

表3　本文算法与重量模型YOLO11m的性能指标对比表

Methods
YOLO11m
EIMYOLO

HRSC2016
FLOPS/109

71.3
29.9

Params/106

20.88
11.20

FPS/(帧/秒)
93.7

150.2

mAP/%
90.0
90.8

DIOR-R
FLOPS/109

72.0
29.0

Params/106

20.92
12.40

FPS/(帧/秒)
77.8

185.6

mAP/%
72.2
72.4

表4　消融实验参数指标对比表

数据集

HRSC2016

DIOR-R

C3K2EFRB
×
√
√
√
×
√
√
√

IFEE
×
×
√
√
×
×
√
√

MSADF
×
×
×
√
×
×
×
√

Params/106

9.8
10.1
11.1
11.2

9.9
10.4
12.5
12.4

FLOPS/109

23.0
25.0
27.9
29.9
22.4
24.8
28.1
29.0

FPS/(帧/秒)
256

182.3
156.7
150.2
264.7
248.5
207.4
185.6

Precision/%
85.9
87.1
87.3
88.3
77.7
79.4
82.0
83.3

Recall/%
84.6
84.3
85.2
90.0
64.2
64.0
65.3
64.7

mAP/%
88.1
88.8
89.7
90.8
70.3
70.7
71.5
72.4

表5　注意力超参数对比表

MSADF
Without attention

+XA
+EMA
+SA
+CA(ours)

FLOPS/109

29.1
30.3
31.8
29.4
29.9

Params/106

11.2
12.3
14.2
11.3
11.2

mAP/%
90.00
90.08
90.40
90.64
90.80

    (a)  原始图像     (b)  YOLO11s         (c)  EIMYOLO
图8　检测目标特征的热力图对比
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像目标检测任务的检测性能提供了一种新思路 .
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